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MODELADO DE SERIES TEMPORALES CON
METODOS EN BLOQUE Y RECURSIVOS.

DESARROLLO DE ESTIMADORES Y
PREDICTORES ADAPTATIVOS

D. DE LA FUENTE Y D.F. GARCIA
Universidad de Oviedo

En este articulo se presenta un andlisis comparativo entre los algo-
ritmos mds tnteresantes para la estimacidn de pardmetros de sertes
temporales, tanto en blogue como recursivos. Se propone que los mo-
delos autorregrestvos largos constituyen una parametrizacidn general
para modelizar series inestables, cuyos pardmetros pueden estimarse
adecuadamente con algoritmos recursivos, tales como los filtros ce-
losia.

Modeling of time-series with batch and recursive methods.
Development of adaptative estimators and predictors.

Keywords: Time series; parameter-estimation methods; autorregre-
sive vectors; adaptative estimation.

1. INTRODUCCION

Previsién es la proyeccién formalizada del futuro de un modelo de hechos
pasados reales. Del amplio campo de los métodos de series temporales en el
contexto de la previsién, en este trabajo se analizard una interesante alternativa
a los métodos Box-Jenkins que se conoce como previsién adaptativa.

Los objetivos en el andlisis de series temporales en cuanto a la previsién
adaptativa, podemos describirlos de la siguiente forma, a saber: Previsién y
Control.
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El andlisis cldsico, aunque de interés permanente, en series temporales ha
tenido como estudio bdsico, la descomposicién de la serie en sus cuatro com-
ponentes habituales: tendencia, variaciones ciclicas, variaciones estacionales y
variaciones accidentales o erriticas, estudiando cada componente por separado
e integrando los resultados, para conocer la evolucién global de la serie.

Ademds de la previsién, un objetivo importante en el andlisis de series tem-
porales, es el control. Para alcanzar este objetivo, es preciso disponer de un
modelo paramétrico dindmico del tipo entrada-salida.

La aproximacién cldsica intenta cubrir uno de los fines del andlisis que es la
previsién, pero por su propia naturaleza, no permite abordar el otro aspecto
de la teoria de sistemas que es la supervisién o control.

La aproximacién frecuencial al anglisis de series temporales presenta proble-
mas conceptuales y de estimacién eficiente del espectro, asf como la utilizacién
de ventanas ad-hoc. Precisamente el andlisis temporal que aquf abordamos,
con base en modelos autorregresivos largos, permite resolver estas dificultades.

Por tanto, nuestra eleccién del dominio temporal, resulta ser ademds un en-
foque eficiente para un andlisis correcto de un sistema, en el que el domjnio
frecuencial de indudable interés en muchas dreas de conocimiento, como proce-
samiento de sefiales, descomposiciénde de series, cancelacién de ruido, etc. La
contribucién de Box-Jenkins, hizo posible la aplicacién prictica de las ideas ini-
ciales de Yule (1927), Slutzky (1937), Mann y Wall (1943), Quenoville (1937)
y otros, a la solucién de problemas en previsién y control haciendo obsoletas
técnicas que venfan siendo habituales en previsién tales como alisado o prome-
dios méviles, etc.

Posteriormente a esa época se han producido varias alternativas para mejorar
esta metodologia, que es restringida al exigir que las series sean estables e
invertibles y ho permitir anslisis en tiempo real. Estas alternativas son el
punto de comienzo de nuestro trabajo.

Existen otros tipos de predicciones no cuantitativas como el método Del-
phy, en cuentas de mercado, analogia con los ciclos de vida, etc., que resultan
bastante subjetivas.

Otra gran familia de técmicas predictivas la constituyen los modelos
econométricos, cuya estructura viene dada “a priori” supuestamente derivada
de la teorfa econémica, mientras que un modelo de series temporales se infiere
directamente desde los datos, dentro de una clase general de modelos que per-
mite reproducir relaciones dindmicas como las que empiricamente se observan
en series.

Es obvio que ambas propiedades {ajustarse a la evidencia empirica y ser con-
sistente con la teorfa econémica) no deben ser antagénicas, sino simultineas.
Ambas son deseables. Sin embargo, la econometria clisica desde el punto de
vista de la prediccién, ha sido victima de dos problemas. Primero, al orientarse
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a modelos de ecuaciones simsultineas con gran nimero de variables (a veces
miles), la especificacién de la dindmica ha sido relegada a segundo término. En
modelos grandes, sélo es posible hoy por hoy incorporar los esquemas dindmicos
mis simples y rudimentarios. Segundo, si el modelo econémico viene, en prin-
cipio, determinado por la teorfa econémica, no es de extrafiar que su estructura
dindmica sea débil; la teoria econémica nada nos dice sobre la dindmica de la
economfa. Ver Maravall (1981).

Como consecuencia de esta insuficiencia en la especificacién dindmica, los
grandes modelos econométricos son de una pobreza predictiva considerable. En
definitiva, la prediccién es una extrapolacién de la relacién entre el presente y
el pasado hacia la relacién entre el futuro y el presente. Si la primera relacién
no esta capturada, la prediccién serd poco fiable.

Es en este contexto, en nuestra opinién, donde se encuentra una de las ra-
zones bésicas de la popularidad alcanzada por lo modelos de series temporales.
De la estructura dindmica de los datos (reflejada por ejemplo, en la funcién de
autocorrelacién de la serie}, se infiere un modelo que genera movimientos se-
mejantes a los observados. En la medidaa en que son modelos especificamente
diseiiados para capturar relaciones dindmicas, resultan muy adecuados para
la prediccién. Una virtud complementaria que presentan es que son modelos
generalmente pequeiios, de gran eficiencia computacional y facilidad de uso.
Se han convertido, pues, en un instrumento fundamental en la elaboracién
de predicciones econémicas. Su limitacién, de todos modos, surge de dos te-
rrenos: Por una parte, el tamanio de los modelos no permite el tratamiento
conjunto de muchas variables (no es posible, por mucho que se simplifique su
parametrizacién, utilizar modelos con, por ejemplo, 100 variables). Por otra
parte, a veces no se puede a partir del modelo de series temporales recuperar
los pardmetros que son de interés para el economista (por ejemplo, separar
parametros de una funcién de oferta de los de una funcién de demanda), lo
cual puede limitar su uso en problemas de politica econémica.

En relacién con este dltimo punto, tiene interés un tltimo comentario ge-
neral. Es importante integrar el anilisis de series temporales con los mode-
los econométricos, y algunos pasos lentos se estin dando en esta direccién
(ver, por ejemplo, Sims (1980) y Litterman (1982). Es sabido que, un modelo
econométrico dindmico estructural tiene una forma reducida que puede verse
como un modelo multivariante de series temporales del tipo ARIMA (Zellner-
Pal, 1974). Se conoce también que un modelo multivariante ARIMA implica
modelos ARIMA univariantes para las distintas series (ver Maravall, 1981). Lo
que resulta més dificil es inferir la forma estructural del modelo econométrico
a partir de los modelos ARIMA. En general, una infinidad de formas estruc-
turales serfan compatibles con un modelo ARIMA determinado. Estos pueden
verse, pues, como formas reducidas, robustas frente a la expecificacién de la
estructura, particularmente aptas para su uso en la prediccién. Es de esperar
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que llegard un dia en que modelos grandes, de ficil manejo, bien especificados y
directamente interpretables en términos de teoria econémica, y que reproduz-
can bien la evolucién de los datos en el tiempo, estarin disponibles. Hasta que
Hlegue ese “lejano” dia, los modelos de series temporales seguirin cumpliendo
una funcién importante e insustituible.

2. TIPOS DE MODELOS Y PARAMETRIZACIONES

Para el modelado y la simulacién con suficiente generalidad de un vector
estocastico, resulta imprescindible especificar una parametrizacién que sea su-
ficientemente amplia asf como la utilizacién de un generador de ruido adecuado.
Esta seccién se dedica a establecer la relacién entre la parametrizacién AR y
otras al uso.

4

FIGURA 1. Transformaciones de modelos de ESTADO, ARMA o MA en AR

Si el vector temporal Y(t) admite un modelo lineal, una forma de
parametrizacién canénica debe recoger los modelos de los ruidos a la entrada y
a la salida, la funcién de transferencia de planta y la realimentacién tal y como
esquematizamos en la figura 1 donde:

Y: Vector de series de salida.

: Vector de series de entrada.

Matriz de polinomios de transformada en 2z 6 L de la planta.

Matriz de polinomios de transformada en z 6 L de la realimentacién.

Matriz de polinomios de transformada en z 6 L del ruido de medida.

S Q% >

Matriz de polinomios de transformada en 2z 6 L del polinomio de obser-
vacién.

Bajo este esquema y considerando X, Y, a; y a; vectores aleatorios multi-
variables, podemos expresar las siguientes relaciones:
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(1) Y=A4 -X+C-a
(2) X=B-Y+D:a,

que se pueden escribir como

(3) Y=A-(B-'Y+D-a3)+C-a
o bien:

(4) Y I-A-B)=A-D-az+C-a
Anilogamente:

(5) X=B-(A-X+C-a1)+ D a
(6) X - (I-B-A)=B-C-a;+D-az

Y asf las ecuaciones matriciales se escriben del siguiente modo:

. I-B-4 0 x] [Bc D a
") 0 I—A-B] Y]— c A~D] az]

La férmula (7) es la conocida representacicon ARMA. De (7) se pueden
obtener parametrizaciones alternativas. El modelo Autorregresivo se obtiene
premultiplicando (1) por C™! y (2) por D™}, resultando:

(8) ClY-C' A X=a
(9) D' X-D ' B-Y=a,

a1
az
Procediendo de forma similar se pueden obtener las parametrizaciones en

Media Mévil y de Estados.

Los modelos autorregresivos largos, también llamados VAR (de vectores au-
torregresivos) utilizan ecuaciones en diferencias estocdsticas lineales, en las que

Que es representado en (10) en forma matricial

X

~Ct-A €7}
(10) ] v

D! ~-D™'-B
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cada elemento de un vector de variables es regresado sobre sus propios valo-
res pasados y sobre los valores pasados de cada uno de las otras variables del
sistema. A este tipo de modelado se le puede incorporar informacién a priori.

La principal debilidad de esta especificacién y la razén por la que en el
pasado no ha sido muy utilizada, es que el niimero de pardémetros libres crece
cuadraticamente con el nfimero de variables del sistema. Para un sistema de
orden moderado, el modelo se hace altamente sobreparametrizado, pero este
inconveniente puede considerarse soslayable, pues para algunos casos de series
no estables puede ser la dnica forma de tratarlas gracias a los llamados filtros
celosia {en inglés Lattice o Ladder), siendo esta una de las ideas que motivaron
el estudio.

En el vector autorregresivo, el modelo estadistico subyacente, VAR, es un
sistema lineal dindmico, con un vector Y de (n x 1) salidas, generadas por
ecuaciones de diferencias estocdsticas. El vector Y puede incluir tanto variables
endbgenas como exégenas.

Si no se considera realimentacién, caso habitual en series temporales, al
proponer un modelo en forma diferencial para una sola serie temporal, existen
tres posibles parametrizaciones: :

(11) Y(t) = a(t) + O (1)a(t — 1) +.... MA (o)
(12) y(t)=a(t) + (1) Y(t—1) +.... AR (o0)
(13) ©(B) -Y(t) =©(B) - aft) ARMA (p, q)

La primera de ellas es la conocida descomposicién de Wold (1954), quien la
desarroll6 para el caso multivariable, se conoce por modelo en medias méviles.

La segunda representacién es semejante a un modelo de regresién sobre va-
lores pasados, con la diferencia de que el modelo considerado aquf es dindmico,
y el modelo de regresién habitual tiende a ser estitico. Si las variables Y (t —
1), Y(t — 2)..., se combinasen con otras variables explicativas X(1), X(2),...,
tendrfamos un modelo de funcién de transferencia causal.

Tal y como se entendia en la literatura convencional, los modelos de regresién
estaticos para estimar relaciones han sido duramente criticados en los dltimos
tiempos (Akaike (1976), Box y Neubold (1971) y Hernandez (1975)) entre otros,
debido a la mala especificacién de la autocorrelacién entre series y la falta de
deteccién de la realimentacién.

3. METODOS RECURSIVOS Y METODOS EN BLOQUE

Antes de tratar este punto vamos a justificar por qué el trabajo se realiza so-
bre series temporales discretas, y no continuas. En primer lugar, porque se evi-
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tan las dificultades que aparecen en el anélisis de series estocdsticas contfnuas;
estas dificultades son debidas al problema que surge al aplicar la teorfa de
integracién cldsica a variables aleatorias. En términos generales, la diferen-
ciaci6én y la integracién implican continuidad o predictibilidad sobre intervalos
de tiempo corto, mientras que la aleatoriedad implica lo contrario. Asi, en
el anilisis discreto las integrales son reemplazadas por sumas discretas y las
diferenciales por diferencias. En segundo lugar porque cualquier anilisis serio
en series temporales, implica una gran cantidad de c4lculos, lo que vinicamente
se puede resolver con un ordenador que es una maiquina digital. Finalmente
porque la mayor parte de los datos econémicos son discretos.

Por otra parte debemos distinguir dos tipos de procesamiento de la infor-
macién; uno serfa el llamado en tiempo real {on-line} y otro serfa en tiempo no
real (off-line). Cada uno de ellos tiene su justificacién segin la aplicacién que
se realice.

El an4lisis de series temporales trata de conseguir un modelo de la realidad
de un proceso (caja negra) que depende de varias variables que se pueden medir
a su salida y a su entrada o sélo a su salida y que denominaremos identificacién
MIMO (multi input/multi output). Por supuesto existen casos mis sencillos
de una entrada y una salida SISO (simple input/simple output) y otros casos
mixtos.

En los casos reales, tenemos que hablar de fenémenos estocisticos donde
existe una componente que es el ruido o parte no detectada que intentamos
determinar o separar de la sefial verdadera. El método mas habitual que se
utiliza para conseguir ésto, es el método de minimoe cuadrados, en el que
se minimiza una funcién cuadrética del error, definido como diferencia de los
valores que nosotros estimamos con nuestro modelo y los datos reales. Cuanto
mds pequeifio sea ese error, mas nos acercamos a la realidad.

El método de prediccién minimo cuadrético se determina por el estadistico de
segundo orden del proceso observado, o sea, la varianza. En la mayor parte de
los casos este estadistico no es conocido a priori y tiene que ser estimado desde
los datos. Si el proceso es estable y tenemos muchos datos, es posible estimar
la secuencia de autocorrelacién y calcular el predictor minimo cuadritico para
todos los casos.

En la prictica, las sefiales son a menudo no estables, teniendo valores es-
tadisticos variables en el tiempo. En tales situaciones, el proceso de estimar
el estadistico de segundo orden para determinar el error minimo cuadraitico y
calcular los parimetros del modelo del predictor, necesita ser realizado muy
a menudo, para seguir los cambios de estos estadfsticos. Este problema de
prediccién de una serie temporal, sin conocimiento de sus estadisticos, lo de-
nominaremos prediccién adaptativa.
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Las técnicas de procesamiento adaptativo pueden ser clasificadas en dos
tipos. En el primero, se hace el procesamiento de los datos en bloque. En
el segundo, previsién recursiva, los pardmetros u otra informacién, se van esti-
mando y revisando conforme se dispone de cada nuevo dato.

4. METODOS EN BLOQUE

A cortinuacién se describen varios algoritmos {que trabajan con todos los
datos a la vez) para estimar los parimetros de los modelos. Se analizan
dezde los mas sencillos a los mé4s complejos, presentando los diversos resul-
tados obtenidos.

4.1. METODO DE LOS MiNIMOS CUADRADOS

Seguidamente se realiza un anilisis de la Estimacién Minimo Cuadritica
Ordinaria. De las especificaciones AR, MA, ARMA y espacios de estados,
partiremos de la primera, ya que como veremos, las dem4s se reducen a ella,
vamos a considerar el caso en que no tengamos realimentacién.

El modelo del que partimos, es un modelo lineal AR, o sea:

oo

(14) Y(k) =) a(i) Y (k1) +W(k)

i=1

W (k) es el ruido del sistema que se podria considerar de media cero y varianza
1, y que llamaremos ruido blance, cuando su espectro es plano, o las funciones
de autocorrelacién y autocorrelacién parcial estén perfectamente dentro de los
limites de las bandas de confianza y no tengan estructura. Realmente como
no podemos tener un orden infinito en ¢ para expresar un modelo, hay que
truncarlo a un orden finito, llegando a una representacién:

(15) Y(k)=) a(i) Y(k—1:)+W(k)

1

n
=

siendo W (k) el ruido blanco inaccesible y a(:) los pardmetros del modelo. K
indica el instante considerado.

El estimador minimo cuadratico ordinario para los pardmetros a(z) de este
modelo es:

(16) a(rd) =¥ Y)"'-¢
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donde &(r,%) es el vector estimado de a(z) por medlo de r observaciones, y la
matriz Y, tiene la siguiente expresién:

Y(k-1) ... Y (k—n)

Y(k-2) ... Y(k-n-1)
(17) y = :

Y(k—r) ... Yk—-n—r+1)

A veces los estimadores anteriores se suelen ponderar con pesos para dar més
importancia a los dltimos datos, y se llaman minimos cuadrados ponderados.

Estos estimadores son bastante utilizados en econometrfa; no obstante al
ser métodos en bloque, si se tuviese que calcular la inversa de una matriz
cada vez que se amplia la matriz de datos, resultarfa un método impracticable.
Anidlogamente para érdenes de retardo superior, o cuatro, por ejemplo, habria
que calcular inversas de 4 x 4, lo que resultaria bastante ineficiente, solamente
hacemos mencién a ellos debido a que son los precursores de los algoritmos que
veremos a continuacidn.

4.2. METODO DE DURBIN-LEVINSON.

En 1946, Levinson presenté un procedimiento iterativo para determinar la
funcién ponderatriz de un filtro lineal. Este procedimiento es ahora conocido
como el algoritmo de Durbin-Levinson.

Segiin Akaike (1973): “Este procedimiento es probablemente la contribucién
més significativa en el campo del andlisis con computador digital de series
temporales”.

Este algoritmo fue utilizado por Durbin (1960) para la solucién de las ecua-
ciones de Yule-Walker en el caso escalar. Posteriormente Whittle (1963}, lo
extendibé para el caso multivariable. Los problemas conectados con este algo-
ritmo como inversisén de matrices de Toeplitz fueron estudiadas por Akaike
(1973 b). La estimacién espectral autorregresiva por Burg (1967,1975) y la
estimacién del orden de modelos ARMA por Akaike (1970), Shibata (1976) y
Hannan (1980).

Ya que el algoritmo de Levinson se desarroll$ en el contexto del disefio de un
filtro y prediccién del mismo, y éste era un marco muy restringido, se olvidé
ripidamente y por eso es mucho mdas conocido como el algoritmo de Durbin
aunque los dos métodos son esencialmente el mismo.

Queremos estimar una sefial Y (t) en funcién de sus valores precedentes Y (t—
1), Y(t - 2),...,Y(t — M). Que lo podemos expresar:
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M

(18) Y(t) =) a(m) - Y(t—m)

m=1

donde a(m) son los coeficientes de un predictor lineal, de aquf podemos derivar
las ecuaciones de Yule-Walker que minimizan el error cuadritico bien por di-
ferenciacién o por el principio de ortogonalidad llegando a:

M
(19) > aM,m) -r(m,1)=r(1) 1=1..M

m=1

Los coeficientes de reflexién o coeficientes de correlacién parcial son a(M, M),
donde el primer subindice indica el méximo retardo. Se pueden calcular por la
siguiente expresidn:

[ r(1) -1
(20)  a(M, M) = M) - El a(M —1,5) - r(M - j) M=2
1- gl a(M - 1,7) - r(M)

(21) a(M,k) =a(M —1,k) —a(M,M) -a(M -1, M k) k=1, M-1

Démonos cuenta que aqui trabajamos con covarianzas estimadas. La primera
ecuacién (20) calcula los dltimos elementos de la regresién de la serie sobre los
sucesivos retardos obtenidos, por ejemplo:

(22)

p=1 Y(t) =-Y(t -1
p=2 Y(t) =a(21) Y(t- 1)+ [a(22)] Y(-2)

..............................................................................

p=k Y@ =a(k1) Y(-1)+ a(k2) Y(t—2)+..+[alk k)] Y(t-F)

donde bdsicamente lo que se ha hecho ha sido calcular los llamados coeficientes
de autocorrelacién parcial d(k, k) (en los filtros de celosfa se llaman coeficientes
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de reflexién), que puede contemplarse como la correlacién parcial existente
entre Y (y — k) y Y (k) cuando se han eliminado de ambas variables el efecto de
Y(t—1),Y(t—2),...,Y(t —k+1). La segunda ecuacién calcula los pardmetros
intermedios.

Aunque posteriormente describiremos el caso multivariable, que hemos pro-

gramado, podemos decir que tiene las siguientes caracterfsticas:

Sélo sirve para modelos AR.

Es poco sensible a valores inciales diferentes de la covariansza inicial de la
serie.

Muy sensible al valor medio de la serie.

Si se calcula el orden de la serie por el criterio de Akaike, los valores de los
pardmetros de 6rdenes superiores al marcado por este criterio son nulos o
casi nulos, dando ruido blanco en los residuos.

No estima modelos MA 6 ARMA.

No estima adecuadamente cuando las series utilizadas son no estables y no
invertibles. Sihace previsién (si tiene el orden adecuado para los no estables)
relativamente aceptable.

MODELO 1

(23) Y(@#)=19-Y(t—1)—09-Y(t—2)+¢(t) &(t) =~ N(0,1)

Este modelo tiene la raiz 1, en el circulo unidad. El modelo siguiente, modelo

2 es una serie no estable con una raiz en el valor 1.05 y otra en 0.7.

MODELO 2

(24) Y(t)=175-Y(t—1)—-0.7-Y(t —2) +¢(t) e(t) =~ N(0,1)
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TABLA I

Parimetros estimados para diferentes érdenes de los modelos 1y 2 con el

algoritmo de Durbin-Levinson

MODELO ORDEN PARAMETROS ESTIMADOS
al a2 a3 a4
1 2 1,91 -0,92
3 1,91 -0,90 0,01
4 1,90 -0,96 -0,11 0,06
2 2 0,05 -—1,05
3 0,95 -—-0,51 10,1

o PREVISION DATOS Y ERAROAES POR EL ALSORITMO DE DURBIN, MODELO 1 , OADEN : NMAX=2
‘ /\‘
0.00 —~ T~ »
-28,00 -
.00
~78.00 Lo 1 1 1 1 3 :
000 12 F] 7 -} @ 78 L 24 100

FIGURA 2. Prediccién del modelo 1 con el algoritmo de Durbin-Levinson
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0.5 PREVISION POR EL ALGORITMO DE DURBIN, MODELO 2, ORDEN CALCULDO : NMAX=S

©.00 F
2.00 £
0.00 F

-0.00 |
~40.00
0.00 [
0.0 F
=100.00
~120.00 £

~14.09
0.00 £0 0 0 40 20 L. 79 [ % 100

FIGURA 3. Prediccién del modelo 2 con el algoritmo de Durbin-Levinson

4.3. METopo DE BURG

Definiendo los residuos desde las predicciones basadas en un modelo autor-
regresivo de orden M hacia adelante por:

M
(25) el (i, M ZaMm) z(t — m) t=M+1.N

m=1
donde el “*” indica complejo conjugado, y los errores de prediccién hacia atris
por:

M
(26) (i, M) = z(i) — Z a* ) -z(t+m) =1, . ,N-M

m=1

donde los coeficientes del filtro hacia atrds son complejos conjugados inversos
de los coeficientes del filtro hacia delante, se obtiene facilmente las siguientes
relaciones:

(27) el (4, M)=¢ (i,M - 1) +a(M,M) (i —1,M —1)
(28) (G, M)=e(t-1,M—-1)+a*"(M,M)-¢ (:,M 1)
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Burg plante$ que la estimacién de a(M, M) se podria calcular como la suma
de los errores al cuadrado hacia delante y hacia atr4s, asi si llamamos:

(29) P/ (M)=E[l ¢, M)P] vy P"(M)=E[le"(M+i,M)]]

las covarianzas hacia adelante y hacia atris, la maximizacién de la entropia
sera:

P(M,M) = 1/2|P! (M,N) + PP(M,N)| > 35 |/ (5, M)+
(30) . i=M+1
+ X le(i, M)[* = MIN

Por diferenciacién de (30) se llega a la siguiente expresi6n:

. ,
-2 Y E-1,M-1)-¢(i,M—-1)

(31) ao(M, M) = — =M+
2 (-1, M—1)2+ e/ (i, M — 1)|7]
t=M+1

Definiendo el denominador de la expresién (31) en el paso M—1 por D(M—1),
se tiene la siguiente férmula recursiva:

D(M —1) = —|e®(N,M - 1)]2 — |¢/ (M, M - 1)|*+

32
(32) +(1—~|a(M —1,M —1)|?) - D(M ~ 2)

Hemos hecho el programa para este algoritmo, ya que es la base con el
algoritmo de Durbin-Levinson del algoritmo celosfa, que es la herramienta mds
avanzada que planteamos y nos ha dado los siguientes resultados:

- Calcula parimetros AR.
- Para pocos datos estima mucho mejor que el algoritmo de Durbin-Levinson.

- 8i la sobreparametrizacién no es excesiva, hace nulos los pardmetros sobre-
dimensionados, dando ruido blanco los residuos.

Las predicciones han sido buenas para modelos AR. Para casos no estables
o no invertibles estima mal; estima bien para érdenes mds elevados que el
suyo propio, dando valores nulos los pardmetros en exceso y hace previsiones
aceptables. Tampoco calcula los pardmetros de series MA 6 ARMA.

El algoritmo de Burg no es generalizable directamente a un modelo multi-
variable con los datos aunque, podria serlo por medio de los residuos (Jones,
1978).
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TABLA 1T

Pardmetros estimados para diferentes 6rdenes de los modelos 1 y 2 con el
algoritmo de Burg

MODELO ORDEN PARAMETROS ESTIMADOS

al a2 a3 a4

1 2 ~1.89 0.91

3 -1.7 0.54 0.19

4 —1.67 0.63 0.008 0.16
2 2 -1.7 075

3 —1.57 0.41 0.19

PREVISION DATOS Y ERAORES POR EL ALGORITMO DE BUAG , MODELO 1 , ORDEN : NMAX=2
0

30.0
18.00 |
.00 |- N
.00 |- - a
-18.00 |
200800 u.ls wl.l ‘tulJ aola . “zAal.u ‘l;l.d‘ ul.l ““;3!.2 aa'.t 0.0

Figura 4. Previsiones y errores del modelo 1 con el algoritmo de Burg.
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METODO DE WITTLE- ROBINSON

Este algoritmo es el de Durbin-Levinson generalizado al caso multivariable.
En este caso, el algoritmo de Burg no es directamente generalizable ya que las
matrices autorregresivas hacia adelante y hacia atrds no son iguales, lo mismo
que sus predicciones, aunque Akaike demostré que tienen el mismo determi-
nante. Sean Y (1), Y(2)...Y(N) un vector de series temporales multivariables
y la matriz de covarianzas estimadas en el retardo 7 viene dada por:

N-—j
(33) R(j)=1/ND_Y(t+3)-Y(t)

las predicciones autorregresivas hacia delante de orden M son:

M
(34) =Y Alk,M)-Y(t—k)
k=1

y hacia atrids

M
(35) Yo () =D B(k, M) Y(t+k)
k=1
El algoritmo de Durbin-Levinson generalizado permite el cilculo de las ma-
trices de los pardmetros A(k, M) y B{k, M). Si se comienza el procedimiento
dando:

(36) P/ (0) = P*(0) = R(0)

se puede llegar a las siguientes recursiones:

(37) A(k, M) = A(k, M — 1) — A(M, M) - B(M — k, M — 1)
(38) B(k, M) = B(k, M — 1) — B(M, M) - A(M — k, M — 1)

y las matrices de covarianza del error de prediccién son:

(39) P/ (M) =[I- A(M,M) B(M,M)]- P’ (M- 1)
(40) P* (M) =[I—-B(M,M)-AM,M)]-P°(M —1)
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que expresan el cambio de las matrices de prediccién del error de covarianza, en
términos de autorregresién o matrices de reflexién, los residuos hacia delante o
hacia atris est4n relacionados por:

(41) &/ M) =¢/ ,M+1)—~ AM,M)- " (i-M,M~-1) i=M~+1..N

(42) e (i,m) =e® (i, M —1) - BM,M) - e/ i+ MM ~1) i=1..N-M

Para desarrollar estas férmulas en el ordenador se ha utilizado la descom-
posicién de Cholesky. Como conclusién podemos decir que tiene las siguientes
caracteristicas:

- Permite estimar modelos AR multivariables.
- Es muy sensible a valores iniciales de las series.
- Es poco sensible a diferentes valores de R(0).

- En el modelo AR multivariable, a partir del orden estimado por A.I.C., da
valores nulos o casi nulos en los parimetros y ruido blanco en los residuos.

- No permite estimar series no estables no invertibles.

Vamos a describir a continuacién el efecto de estimacién y prediccién sobre

una serie multivariable AR(1). Sea:
Vie—-1)|  [e(t)
Yz(t - 2) €9 (t)

05 0
0.25 0.7
donde €((t) = N(0,1) y e2(t) = N(0,1).

Las series se representan en las figura 5 y 6. Cuando se da orden 2 al modelo,
los pardmetros que corresponden a este orden son nulos. Las predicciones hacia
atrds se observan en las figuras 7 y 8, y en los grificos 8 y 9 se puede observar
que las funciones de autocorrelacidn y autocorrelacién parcial de los residuos
son ruido blanco. La funcién de correlacién cruzada no es significativa para
ningdn retardo como se puede ver en la figura 10.
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DATOS SERIE { DE UN AR (1) MULTIVARIABLE Ai1=0.5 A12=0, A21=0.25 A22=0.7

P

/\j\

: Ao /\A /\ /\ TW/\ u\

4
8

9 Jn 40 50

{00

FIGURA 5. Datos de la serie Y, (¢)

DATGS SERIE 2 OE UN AA (1) MULTIVARIABLE A1i«=0.5 Ai2-0, A21=0.25 A22=0.7

/\ AAM

AN

aakaasa%

ddoormmu

s s
b
© W w3
oﬂa
»-

v V‘W‘v/\ /\V 7

100

FIGURA 6. Datos de la serie Y;(t)

DATOS Y PREVISIONES SERIE § DE UN AR (i} MULTIVAARIABLE METODO AR

. LARGO EN BLOGQUE
0

2
2.00 |-
1.50
1.00 &
8.5
9.00
~0.50
-1.00 &
-1.50 &
-2.00
2.5
i

FIGURA 7. Previsiones para la serie Y}
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METODC AR LARGO EN BLOGUE

FIGURA 8. Previsiones para la serie ¥3

MY VARIABLE I8 A.MAXLAS I8 1%.¢

NUMBER OF OBSERVATIONS

KEAK OF TME xumrnmcmn SERIES
STANDARD ERROR OF TWE AL
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FIGURA 9. ACFs y PACFs de los residuos de la serie Y3
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ACK VARIABLE IS B.MAXLAC IS 15./

PACF VARIABLE IS B.MAXLAG IS 1S./

NUMBER uF OBSERVA1iNS . ” MUMBER F JBSERVATIONS . 77
MEAN OF THL (DIFFERENCED' 3ERIES - 0.0612 MEAN F THE ‘DIFFERENCED' SERIES » 0.0612
STANDARD ZRPOR OF THL MEAN . 0.1012 STANDARD ERROR OF THE B y.1012
T-UALUE OF MEAN (AGAINST ZERO) = v.604) T-VALUE OF MEAN [AGAINST ZERO) = 0.4043
PLOT OF SERIAL CORRELATION PLOT OF SERIAL CORRELATION
-0.4 -0.2 0.0 0.2 0.4 0.6 0.8 1.0 -1.0 -0.8 -0.6 -0.4 -0 0.0
LAG : o= LAG CORR. +-- -
1
N . 1 . I -¢.00% . 1 .
N . 1 . 2 -0.0:0 ¢ X1 .
3 . 1 . ) s.01) . 1 .
4 . 1 . 4 0.00) . L +
$ + X1 . S -0.043 s X1 .
° ¢ X . w  -0.0)° . XI .
* . 4 . - T 0.009 . 1 -
8 . 1 b 8 o0.00) - 1 -
e b ) i 9 -0.9006 . 1 .
1o < x - 10 -f.080 . XI .
i + I - 11 -c.01} . I -
2 « X1 . 12 -0.036 « X1 .
13 - M . 13 0.05% . w .
14 * A1 - 18 -D.05e - X1 R4
15 « x1 . 15 -0.026 . x .
FIGURA 10. ACFs y PACFs de los residuos de la serie ¥
PLOT OF SERIAL CORRELATION
-1.0 -0.8 -0.6 -0.§ -0.2 0.0 0.2 0.¢ 0.6 0.8 1.0
LAG CORR. +-cvcteccedbuo———m S LT T )
I
-1 -0.0%0 + XX .
-l4  -0.002 . 1 .
-1} -0.0%7 + x1 .
-12 0.062 -+ ) o S
-11  0.038 . X .
-10 -0.012 . 1 .
-3 9.021 . IX .
-8 -0.930 + x1 .
-7 0.016 . 1 -
-5 0.011 . H .
-5 04.026 + x -
-4 -0.040 ¢ X1 .
-3 -0.054 - XI +
-2 0.004 - 1 .
-1 -0.012 + 1 -
0 -0.122 . 0T .
1 06.037 . m .
2 0.009 . I .
3 0.000 . 1 -
4 0.026 + Ix -
s 0.0139 . Ix +
6 -0.059 ¢« X1 .
? -0.013 . 1 +
8 -0.09) . XXI .
3 -0.027 - XI ’
10 -0.036 + x1 *
11 -0.004 - 1 .
2 -0.056 LR ¢ ¢ .
13 -0.029 s+ x1 .
4 0.003 - 1 -
15 -0.026 - X1 -

FIGURA 11.

Funcién de correlacién cruzada de los residuos de las dos series
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5. METODOS RECURSIVOS

Las técnicas recursivas que son apropiadas para aplicaciones en tiempo real,
utilizan los datos nuevos tan pronto se hacen disponibles, mientras que en el
procesamiento en bloque, la estimacién de los pardmetros se realiza solamente
una vez por perfodo.

Los algoritmos recursivos més interesantes sirven para el cdlculo de los coefi-
cientes del predictor minimo cuadritico y han sido desarrollados hace bastante
tiempo. Entre los mds conocidos tenemos los llamados minimos cuadrados re-
cursivos (M.C.R.) que son muy utilizados en identificacién de sistemas. Este
algoritmo, ests muy relacionado con el filtro de Kalman (1961), que estima los
parametros de un modelo cuando en éstos, la varianza de las estimaciones y las
medidas, cambian continuamente.

Estos algoritmos son conceptualmente bastante simples pero requieren gran
cantidad de cdlculos. Asi, para adaptar los parimetros de un predictor de
orden N utilizando M.C.R. requiere del orden de N2 operaciones (multiplica-
ciones y sumas). Varias técnicas subSptimas fueron desarrolladas para reducir
los célculos necesarios. Quizis, la méds conocida de éstas sea la técnica del gra-
diente, para resolver problemas de optimizacién minimo cuadritica, llamado
por Widrow-Hoff, LMS (Least Mean Squares) (1975). Este algoritmo requiere
s6lo del orden de N operaciones por paso temporal.

Por la simplicidad y ficil realizacién el algoritmo de gradiente, fue muy
utilizado en la dltima década. Mientras la técnica del gradiente ha producido
interesantes soluciones para muchos problemas de procesamiento adaptativo,
su comportamiento es inferior a las técnicas de minimos cuadrados.

Una importante manifestacién de este comportamiento subéptimo es el rela-
tivo a su tasa de convergencia (por tasa de convergencia entendemos el tiempo
que tarda el algoritmo en responder a cambios repentinos en el proceso es-
tocdstico).

En los ttlimos 10 afios se desarrollaron, en el drea de estimacién minimo
cuadritica, nuevas técnicas que han tenido gran importancia en el proce-
samiento adaptativo. De éstas, las mds importantes, son los llamados algorit-
mos de minimos cuadrados “rdpidos”, que fueron introducidos por Morf (1975)
y otros autores contemporaneos como Lee (1981).

Estos algoritmos son capaces de adaptar recursivamente los coeficientes del
predictor de orden N, utilizando del orden de N operaciones por paso temporal.
En otras palabras, son capaces de realizar la prediccién minimo cuadratica, a un
precio de cédlculo comparable con las técnicas subdptimas de gradiente. Estos
algoritmos tienen propiedades de convergencia superior a los del gradiente,
ya que son minimos cuadrados reales. Estos métodos que reciben el nombre
gendrico de algoritmos celosfa (Lattice), tienen muchas variedades que surgen
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segin se tomen los datos para calcular los pardmetros del modelo. Debido a
esta variedad, todavia queda mucho campo de investigacién, pero hoy en dfa
pueden considerarse una alternativa a los minimos cuadrados tradicionales.

La estructura celosia tiene unas caracteristicas significativas que brevemente
expondremos pero que particularizaremos a lo largo del trabajo, segiin nuestros
descubrimientos. En términos generales cabe destacar:

1) Eficiencia de cilculo. La estructura de celosfa pertenece a los llamados
algoritmos ripidos de estimacién. Calculando el predictor éptimo rela-
cionado con una matriz de covarianza de orden N x N con O(N?) opera-
ciones, comparado con O(N3) operaciones requeridas para los métodos de
inversién de una matriz.

2) Recursividad en el Orden y en el Tiempo. Los métodos celosfa son recur-
sivos en el tiempo, o sea, segin los datos y en el orden, porque mantienen
en su memoria los érdenes inferiores al que se ha considerado.

3) Buenas propiedades numéricas. Estos métodos pertenecen a la clase de
algoritmos raiz cuadrada (que resultan de la factorizacién de Cholesky) y
que son reconocidos como robustos y relativamente insensibles a errores
de redondeo.

4) Facilidad para su realizacién en hardware de propésito especial. Debido
a la estructura modular de los filtros celosia, es posible utilizar una dis-
tribucién en paralelo. El filtro celosia normalizado genera una escala de
valores menores que la unidad, en todas las cantidades que utiliza, por
lo que es facil de realizar en un ordenador en aritmética de punto fijo.
Ademis de estas ventajas, los métodos celosfa permiten, como hemos di-
cho, el modelado de series no estables. Ello nos ha motivado para realizar
un estudio profundo del tema, por entender que estos métodos son unos
excelentes candidatos para la estimacién paramétrica.

Por otra parte la metodologfa de Box-Jenkins desarrollada ultimamente por
Box Tiao (1983-87) utiliza modelos en ecuaciones en diferencias estocisticas
miltiples: (ARMA) vector autorregresivo-media mévil. Tiene grandes vir-
tudes y es capaz de captar distribuciones con grandes retardos y con una
parametrizacién escueta (el menor nimero de pardmetros posibles).. Pero pre-
senta varios problemas, ya que al afiadir la media mévil, la relacién entre los
parametros es no lineal, obligando a utilizar un algoritmo de optimacién no
lineal, en general, tipo Gauss-Marquardt (1965). Esta pérdida de linealidad,
hace que la estimacién, inferencia estadistica y la interpretacién sea dificil en el
caso univariante y muy dificil en los modelos multivariantes (Litterman, R.B.
(1984)), a la vez que exige trabajar en bloque con los datos. Se ha desarro-
llado el paquete S.C.A. (1985) para este tipo de modelado multivariable de
Box-Jenkins. '
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5.1. METODO DE LOS MINIMOS CUADRADOS RECURSIVOS

Aunque el criterio de minimizacién es el mismo que en el caso en lote, se
pretende actualizar el vector de parametros, segin los nuevos datos se van
haciendo disponibles. Esto se consigue de tal forma que, en vez de invertir la
matrig (17), se utilice el lema de la inversién matricial (de Woodbury). esto es:

(44) (A+B-C-D)"'=A"'-A1'.B(C'+D-A'-B)y'.-D - A!

donde A, C'y (A + BCD) son matrices no singulares y cuadradas, llegindose
a las siguientes expresiones para la estimacién de los pardmetros, que pueden
desarrollarse en las dos férmulas siguientes:

(45) a(r)=a(r—1)+P(r) - Y(r) - (Y(r) - Y(r) -a(r—1)

donde P(r) es la matriz de covarianzas para la observacién r y P(1) es un valor
elevado que se adapta segiin la ecuacién:

P(ir—1)-Y(r)-Y(r) - P(r—1)

(46) P(r) = P(r—1) - 1+Y(r) - P(r—1)-Y(r)

el denominador de esta dltima expresién es un escalar, cuando sélo tenemos una
serie. Para el caso de varias series, las expresiones son andlogas, pero debemos
interpretar qué representa cada pardmetro, y con quien esti relacionado; pues
serfa lo mismo tener una salida multivariable de n variables, que n medidas de
una salida univariante. En este caso Y (r) = (=Y (¢t - 1),..,-Y(t - r)).

También se podria hacer estimacién recursiva, por incremento del ntimero
de pardmetros en vez de datos, pero se llega a situaciones semejantes. Otros
aspectos del algoritmo se pueden encontrar entre otros en Graupe (1984).

Como hemos visto, este algoritmo se ha presentado para un modelo AR, y
no calcula los parimetros MA de un modelo ARMA. Lo hemos programado y
las caracteristicas m4s significativas son:

- Sirve para modelos AR univariante y multivariante.
- Es poco sensible a los valores iniciales de P(0}, [0 < P(0) < 10000

- Muy sensible a los valores medios ‘de las series, o sea, Y#0; bajo esta
condicién calcula mal los pardmetros.

- Poco sensible a la sobreparametrizacién (o sea, simular por ejemplo AR(2)
y estimar AR(4)).

- Poco sensible a valores iniciales de los pardmetros distintos de cero, si el
nimero de simulaciones es grande.

- Poco sensible a la varianza del ruido.
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Como conclusién podemos decir, que con respecto a la estimacién de los
paridmetros de un modelo, incluye todo excepto los valores iniciales de los
pardmetros y la varianza del ruido, y por supuesto estiman mal o no esti-
man cuando las series son no estables o no invertibles. Las figuras 12 y 13
ilustran estas conclusiones.

PREVISION POR M.C.S (DATOS Y ESTIMACIONES) DE AR (1) NMAX = 2

3.0

2.4 F

5
8
]
-]
2
3
d
sl
8

100

FIGURA 12. Previsién y datos por el método de M.C.S. de un modelo AR(1)

PARAMETROS ESTIMADOS POR M.C.S. DE AR{1) ai=.5 ORDEN = DOS

2.0

1.8 E

$.2

ol (AMA_

0.3

-0.4

-Q.8 = L L 1 oL - - 1 ’ - Attt
4 10 29 E 40 50 [ ] 70 20 - ] 100

FIGURA 13. Estimacién de los pardmetros
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También podemos decir, que la funcién cuadritica de los errores que mini-
mizamos puede tener varios minimos, sobre todo cuando la funcién de trans-
ferencia es complicada y por lo tanto para encontrar un minimo absoluto, es
interesante el buscar unos valores iniciales {aunque no dependa mucho) ade-
cuados. Por eso se puede partir de la estimacién de los Minimos Cuadrados
Ordinarios y, después utilizar Minimos Cuadrados Secuenciales.

Ya que este algoritmo es muy apropiado para la estimacién de modelos
AR, nos dard pie para formular e! planteamiento crucia! de este apartado,
basindonos en el desarrollo de la seccién 2. Se puede reducir cualquier modelo
de series temporales a modelos AR. Y para ello, desarrollaremos en el seguiente
apartado uno de los mds interesantes métodos de estimacién que son los minimo
cuadrados extendidos, donde la idea es estimar los pardmetros de un modelo
ARMA. En esencia se trata de una estimacién AR aumentada con la parte MA,
lo que ratifica nuestra idea de que los modelos AR son una generalizacién més
que un caso particular.

5.2. METODO DE LOS MINIMOS CUADRADOS EXTENDIDOS RECURSIVOS

Sea un nodelo ARMA(p, g), donde (p, g) son los érdenes del sistema. En este
método se pretende hacer una regresidén seudolineal que representaremos por:

(47) Y(t) = A" - X(t) + W(2)

donde en el vector de regresién X(t) incluiremos las variables inobservables de
la parte MA que estimaremos desde los datos Y (t). La idea de estimar los
pardmetros de A’ y reconstruir la parte no observada de X (t), fue introducida
por Solo (1978).

La diferencia con los minimos cuadrados secuenciales, reside en que aqui se
hace una estimacién de w(t)’' mediante el modelo ARMA(p, g). Sea el modelo:

y(t) +a(1) y(t — 1) + ... + a(p) y(t — p) = w(t)+

(48)
+5(1) w(t — 1) + ... + b(q) w(t —q)

w(t) = y(t) +a(1) y(t — 1) +... + a(p) y(t — p)—

(49)
—c(1) w(t—1) —...—c(q) w(t —gq)’

y el vector X (t) es:

(50) X(t)=(-Y(t—-1),..,.-Y(t-p), wit-1),.., wit—g))
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utilizando las férmulas minimo cuadriticas tenemos:

(51) W)Y =Y{)—a(t-1) X(t)

(52) a(t) =a(t—1)+ P(t)- X(¢) - [Y(t) —a(t — 1) - X(¢) ]

P(t—1)-X(t)- X(t) - P(t -1
1-X(t) - P(t—1)- X(¢)

(53) P(t)=Pt—1)—

Este método que lo hemos programado, permite estimar la parte MA de una
serie temporal, y resulta semejante a los minimos cuadrados secuenciales. En
los graficos que siguen, presentamos algunos resultados ilustrativos sobre este
algoritmo.

Queremos puntualizar de nuevo que lo que se estd estimando es un modelo
AR (p+ g), lo que ocurre es que en este modelo AR (p + ¢) los elementos que
corresponden al orden g son un submodelo MA (g). O sea, hemos pasado de un
modelo ARMA (p,q) — AR (p + g), con esta estimacién evitamos los métodos
no lineales de estimacién que utiliza Box-Jenkins.

PREVISIONES A PRIOAI POR M.C.E. (DATOS Y ESTIMACIONES) AR (2) i

4.0
2.4

jﬁﬂMAAAAﬁAM;M.
v \V V |
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i0 L ] n 9 n 0 70 »n [ 100

FIGURA 14. Previsién y datos con estimacién minimo cuadritica extendida

5.3. METODO DE LA MAXIMA VEROSIMILITUD RECURSIVA

Se presenta a continuacién una aproximacién alternativa que puede inter-
pretarse como un prefiltrado del vector X(t) en (54) con el modelo del ruido.
Como este modelo puede ser inestable es necesario hacer, en su caso, una regu-
larizacién de sus raices. Este método se expone para subrayar que la estimacién
recursiva minima cuadritica se realiza sobre modelos AR.
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Siguiendo a Astron (1972) y Soderstrom (1973), este algoritmo surge al
querer minimizar el error de prediccién al cuadrado. Si se hace el desarrollo
de Taylor del funcional del error cuadritico, llegamos a una serie de condi-
ciones entre los errores de previsién y las derivadas de dicho desarrollo, que nos
permite definir el vector:

(54) I(t) = 1)

—-Y(t - 1)]

obteniendo otro vector llamado (), que se obtiene al filtrar el polinomio de
la parte MA de T'(t), ddndonos la relacién:

(55) p(t) = —b(t — 1)’ - pft — 1) + (1

y el error de prediccién:

(56) w(t) =Y(t) — A(t— 1) -T(¢t)

llegando a las ecuaciones siguientes:

(57) a(t) = a(t - 1)+ 1/8 P(2) - plt) - (2

P(t—1) - o(t) - p(t) - P(t — 1)

(58) P(t)=P(t—1) - 1+ o(t) - Pt—1) - p(t)

donde B es el peso que se le da a los datos para olvidar los més viejos (factor
de olvido.)

Este método esti programado en la referencia Ljung (1983), por eso no en-
traremos en mads detalles. Sin embargo, hemos hecho aplicaciones con él y
resulta que es semejante a los minimos cuadrados, excepto cuando la parte
MA no es invertible. Debido a este segundo filtrado que se hace para obtener
el vector ¢, debemos de hacer una supervisién permanente del polinomio B,
para que sus raices pertenezcan al circuito unidad. El algoritmo desarrollado
por Ljung lleva incorporado este mecanismo y en series estables e invertibles
funciona muy bien; es mds, bajo ciertas condiciones favorables trabaja mejor
que los minimos cuadrados extendidos.

Mufioz (1986) comprobé que este algoritmo trabaja mucho mejor que el pa-
quete BMPD (P2T), donde se trata la metodologfa Box-Jenkins para los casos
donde los polos y los ceros estin muy cerca en modelos estables e invertibles.
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Por otra parte, otro método con el que se puede trabajar es el de las variables
instrumentales, Mayne (1967), Wong y Polak (1967), y Young (1965,1968). En
este algoritmo se emplea un vector x(t), que se elige de un modelo determinista
de entrada y salida conocida, o sea, el caso tipico de control con sefial u de
referencia, como aqui estamos considerando que no disponemos de ella no lo
trataremos. Este método supone una clasificacién a priori de las variables que
no es necesaria en nuestra aproximacién.

Existen diversas variantes de la estimacién y previsién adaptativa descrita
que obtienen mejores resultados en situaciones particulares. Por ejemplo, los
minimos cuadrados generalizados que se utilizan para evitar el sesgo en presen-
cia de autocorrelacién. Métodos de factorizacién a la Cholesky para facilitar
el cdlculo recursivo, tales como LDU y otros. Seria tan trivial como prolijo
reformular estos métodos, como lo hemos hecho en las piginas que preceden,
en términos de predictores adaptativos AR.

5.4. METODO CELOS{A (LATTICE 0 LADDER)

El arranque de estos métodos esti ligado a la contribucién de Levinson y
Durbin. En 1946, Levinson introdujo un procedimiento iterativo para deter-
minar la funcién ponderatriz de un filiro lineal. Este procedimiento se conoce
actualmente como algoritmo de Durbin-Levinson. El procedimiento utilizado
por Durbin en 1960 para la solucién de las ecuaciones de Yule-Walker en el
caso de una serie, fue extendido por Wittle (1963) y Robinson (1963) al caso
multivariable.

Akaike mostré, a su vez, la relacién entre el algoritmo de Durbin-Levinson yel
problema de inversién de bloques de Matrices de Toeplits. La parametrizacién
AR resulté ser muy iitil en la estimacién eficiente del espectro (Burg, 1967,
1975), asf como en la estimacién del orden de modelo ARMA, (Akaike, 1970),
(Shibata, 1976}, (Hannan, 1980). Cerrando este ciclo de 1deas, Itakura y Saito
en Japén y Morf, Kailath y otros en U.S.A., utilizaron modelos celosia en
aplicaciones de procesado de palabras y en la biisqueda de algoritmos rapidos de
factorizacién, demostrando la relacién entre los coeficientes de reflexién de los
algoritmos celosfa y los coeficientes de autocorrelacién parcial que se obtienen
de algoritmos a la Durbin-Levinson.

Una vez mostrada la relacién entre los coeficientes de reflexién y'la funcién
de correlacién parcial, ha sido posible acoplar los algoritmos celosfa a la reso-
lucién eficiente de problemas de estimacién paramétrica multiecuacional desde
ecuaciones tipo Yule-Walker (Porat, Friedlarder, etc.)

De acuerdo con el teorema de Wold, cualquier proceso estocastico, puede
descomponerse en una componente determlmsta. y una no determlnlsta, repre-
sentable como una media mévil. Sila componente en media mévil es invertible,
la componente no determinista puede representarse a su vez como un modelo
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AR de orden finito, que puede a su vez aproximarse por un VAR de orden
finito. ’

Para alcanzar la estabilidad necesaria en el uso de métodos tipo Box-Jenkins,
es necesario aplicar transformaciones ad-hoc (Box-Cox), no siempre de ficil
interpretacién econémica. Los métodos celosia, desde la parametrizacién AR,
permiten estimar modelos para series no estables, desde los datos originales
directamente. El algoritmo tiene la siguiente formulacién:

Inicializacién
(59) o (£,0) = ¢ (£,0) = y(2)
(60) RY (t’ 0) =R (t,O) = ﬂ(t) -RS (t - 110) + y(t) : y(t)T
(61) R/ (-1,0)=R

PARA n:=1 HASTA MIN(nmax, t)
(62) At,n+1)=8(t) - A(t—1,n+1)+r2(t—1,n) e/ (t,n)/O(t,n)

donde:
(63) A(-1,n+1)=0
(64) d(-1)T=0
(65) O(t,n+1) = O(t,n) — e¥(t — 1,n)T - [RI(t — 1,n)]71 - ®(t — 1,n)
(66) ef(tyn+1) =/ (t—1,n)—A (t,n+1) - [RP{t—1,n)]"1-€®(t—1,n)
(67) et,n+1)=e(t—1,n)— A (t,n+1)T - [RI(t,n)]72 -/ (t — 1,n)
(68) RI(t,n+1) = R (t,n)— A (t,n+1) - [RP(t—1,n)]71-A (t,n+1)7
(69) RP(t,n+1) = R(t—1,n) - A (t,n+ 1)T - [RI (t,n)]"1- A (t.n+1)
(70) K/ (t,n+1) = gb—g’—_"—;%

b At,n+1

(71) Kb(t,n+1) = W

Una vez que se han obtenido los coeficientes de reflexién K™ y K, se pueden
calcular los pardmetros de un modelo autorregresivo de la siguiente forma:

B(p,—1})=0 p=0.nmax—-1

(72)
PARA : = 0 HASTA nmax DO
1fi =0
(73) A(0,7) = B(0,3) = .
0272 > 0
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PARA p =0 HASTA nmax-1 DO

(74) A(p-l—l,‘i)=A(p,i)'—Kb(p+1)'B(p,i—l)
(75) B(p+1,i) = B(p,i) - K’ (p+1) - A(p,9)
(76) A (%) = a (nmax, 1)

Seguidamente se expone un ejemplo del funcionamiento de estos métodos,
usando el modelo multivariable, estable y con realimentacién, siguiente:

Yi(t) =08 Yi(t —1) + 0.1 Yo(t — 1) + ay(t)
(77) Y5(t) = 0.2 Yy(t — 1) + 0.7 Ya(t — 1) + az(t)

donde a,(t) = N(0,1) y az(t) ~ N(0,1). Los pardmetros estimados se pueden
observar en la figura 15.

ESTIMACION PARAMETROS DEL MODELO MULTIVARIABLE AR (1) CON REALIMENTCION DE .4
a.00

.70 |

1.4 |

1.40 &

.10

~0. 40

-<.70 E

~4.00 1 1 L 1 1 1 L 1 I
L] E_ 3 Lt} b ] 102 120 153 i79 204 20 s

FIGURA 15. Pardmetros estimados del modelo estable (77)

Seguidamente se estudia un modelo multivariable, inestable, y sin reali-
mentacién, presentindose resultados hasta la saturacién del ordenador. El
modelo es el siguiente:

i) =11 Yi(t—-1) +ay(t)

78) Y2(t) = 0.25 Y, (t — 1) + 0.7 Ya(t — 1)+az(t)

Los paramétros estimados se pueden observar en la figura 16, calculados con
orden 2, cuando en realidad es 1. Los pardimetros A; covergen a cero.
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ESTIMACION MULTIVARIABLE NO ESTABLE SIN REALIMENTACION A1

2.00

(WL 3

1.%0 |

s b /\/\/\———\/_\M-/\ A . /\ /

.00 § 7 3 /a

o.73 L ;'M. t /—\\/,

0.5 |

0,29 - ‘-’/\ _— e e

0.00 fydZed TN T e e —

N1 3

‘4._50 L L 1 1 I 1 1 1 L

| [} 12 ] as a2 L 4“4 54 57 64
FIGURA 16. Pardmetros estimados del modelo inestable (78)

8.CONCLUSIONES

Se ha realizado un estudio comparativo de los algoritmos de estimacién de
pardmetros para series temporales. Se han planteado transformaciones de mo-
delos ARMA en VAR (vectores autorregresivos) comprobando que para éstos

ult

imos las técnicas de estimacién adaptatativa ofrecen resultados notablemente

mejores que los algoritmos en bloque. Incluso para modelos multivariables no

est

de

7.

ables, uno de estos algoritmos adaptativos, el celosia, estima los pardmetros
la serie.
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